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ABSTRACT

This paper describes the development of a speech recogni-
tion system for the processing of conversational speech, start-
ing with a state-of-the-art broadcast news transcription system.
We identify major changes and improvements in acoustic and
language modeling, as well as decoding, which are required to
achieve good performance on conversational speech. Some ma-
jor changes on the acoustic side include the use of speaker nor-
malizations (VTLN and SAT), the need for better pronunciation
modeling and the use of discriminative training (MMIE). On
the linguistic side the primary challenge is to cope with the lim-
ited amount of language model training data. To address this
issue we make use of a data selection technique, and a smooth-
ing technique based on a neural network language model. At
the decoding level, lattice rescoring and minimum word error
decoding are applied. On the development data, the improve-
ments yield an overall word error rate of about 21% whereas
the original BN transcription system had a word error rate of
about 50% on the same data.

1. INTRODUCTION

La transcription de conversations téléphoniques est une tiche
bien plus complexe que la transcription d’émissions radio ou
télédiffusées. Dans cet article nous décrivons les travaux récem-
ment conduits au LIMSI pour faire évoluer notre systeme de
transcription d’émissions d’information (Broadcast News, BN)
vers un systeme de transcription de conversations. Cette tiche
est depuis plusieurs années au coeur des campagnes annuelles
d’évaluation de systémes de reconnaissance de parole organ-
isées par le NIST, utilisant la famille des corpus SwitchBoard
(SWB) collectés par le LDC [6]. Ces évaluations ont per-
mis de mettre en évidence les principales difficultés rencon-
trées pour le traitement automatique de la parole conversation-
nelle [13, 14, 11, 8].

Le systtme de transcription SWB du LIMSI repose sur
les mémes composants que le systéme de transcription BN.
Les ajouts principaux sont : la normalisation de la longueur
du conduit vocal (Vocal Tract Length Normalisation, VTLN),
une adaptation MLLR contrainte et une adaptation MLLR
avec plusieurs classes de régression, un apprentissage adaptatif
(Speaker Adaptative Training, SAT) et un apprentissage dis-
criminant (Maximum Mutual Information Estimation, MMIE),
I’utilisation de probabilités de prononciation, un modele de lan-
gage (ML) neuronal, et un décodage par consensus. Certaines
de ces techniques qui s’étaient révélées peu efficaces sur les
données BN, en particulier la normalisation VTLN et les pro-
babilités de prononciation, s’avérent treés utiles pour la parole
conversationnelle,

Apres une description succincte du systéme de transcription

BN qui constitue le point de départ pour nos développements,
nous décrivons les changements effectués pour traiter la pa-
role conversationnelle. Ces changements concernent les mo-
deles acoustiques, le modele linguistique et la procédure de dé-
codage. Nous précisons ’impact de ces améliorations sur le
taux d’erreur.

2. SYSTEME DE REFERENCE

Le systeme de transcription BN du LIMSI repose sur deux
composants principaux : un segmenteur audio et un décodeur
lexical [3]. Le décodeur utilise des modeles de Markov cachés
avec densités de probabilité continues (sommes pondérées de
gaussiennes) pour les modeles acoustiques, et des statistiques
n-grammes obtenus sur de grands corpus de textes pour mo-
dele linguistique. Les modeles de Markov cachés représentent
des allophones contextuels avec une structure gauche-droite a
états liés. IIs modélisent des séquences de trames centisecondes
avec 39 composantes, 12 coefficients cepstraux (PLP) et le log-
arithme de 1’énergie a court-terme, avec leurs dérivées d’ordre
let2.

Le décodage en mots est effectué en trois passes. La pre-
miere passe produit une hypothese qui est utilisée pour réaliser
I’adaptation MLLR [10] non supervisée des modeles acous-
tiques. Les modeles adaptés sont utilisés dans la seconde passe
pour générer un graphe de mots. Ces deux passes utilisent un
modele trigramme. L’hypothése finale est générée avec un mo-
dele quadrigramme et les modeles acoustiques adaptés lors de
la seconde passe. La premiere passe utilise un jeu d’allophones
représentant environ 5500 contextes avec 6300 états liés. Les
passes 2 et 3 utilisent des modeles plus gros, représentant 11000
contextes phonétiques et 11700 états liés, avec respectivement
16 et 32 gaussiennes par état. L’ensemble du décodage est ef-
fectué en moins de 10 fois le temps réel. Le regroupement des
états est réalisé en créant un arbre de décisions pour chaque état
de chaque phonéme de fagon & maximiser la vraisemblance des
données d’apprentissage pénalisée par le nombre d’états liés.
Nous utilisons un ensemble de 184 questions relatives a la po-
sition du phonéme dans le mot, et relatives aux caractéristiques
acoustiques du phoneme et de ses voisins immédiats.

Pour I’anglais-américain, sans contrainte particuliere, le sys-
téme de transcription BN a un taux d’erreur sur les mots de
Pordre de 20%*. Ce systéme a été adapté a 5 autres langages
(Arabe, Francais, Allemand, Mandarin et Espagnol) avec des
performances comparables [4].

Considérant le niveau de développement de nos modeles BN,
il paraissait intéressant d’évaluer ce systeéme sur de la parole
conversationnelle sans faire aucune modification. Cette évalu-
ation a ét€ menée sur les données de test de 1’évaluation NIST

I Dans le cadre des évaluations NIST le taux d’erreur de ce systéme
est proche de 10%.



Hub5 1998 (Eval98). Le taux d’erreur initial est 61,2%. En
utilisant les transcriptions de SWB pour construire le modele
de langage, le taux d’erreur est réduit a 57% (le vocabulaire
n’a pas été modifié dans la mesure ou le taux de mots hors-
vocabulaire reste inférieur a 1%). En combinant ce modele de
langage avec les modeles acoustiques estimées sur les données
SWB, on obtient un taux d’erreur de 46,7%. Ces résultats mon-
trent qu’une part importante de 1’écart entre les modéles BN et
les données SWB réside dans la modélisation acoustique, et que
réestimer les modeles BN sur les données SWB en appliquant
les techniques développées pour les données BN n’est pas suffi-
sant pour obtenir des performances acceptables sur des données
conversationnelles.

3. MODELISATION ACOUSTIQUE

Les données audio BN sont principalement de type large
bande, la part des données de qualité téléphonique étant tres
réduite. Les conversations du corpus SWB sont de qualité télé-
phonique et ont été enregistrées sur 2 canaux correspondant
chacun a un coté de la conversation. Comme pour les données
BN, les vecteurs centisecondes comprennent 39 coefficients
cepstraux obtenus a partir de spectres en échelle Mel. 1ls sont
estimés sur une bande réduite a 0-3.8kHz (a comparer a 0-8kHz
comme pour les données BN). La moyenne et la variance de
chaque coefficient cepstral sont normalisées pour chaque coté
de la conversation, alors que pour les données BN la normalisa-
tion est réalisée par groupe de segments supposés correspondre
a un seul locuteur.

Les modeles phonétiques SWB ont la méme topologie et sont
construits de la méme maniere que les modeles BN. Ils sont es-
timés sur toutes les données transcrites disponibles des corpus
SwitchBoard (3606 conversations) et CallHome (120 conversa-
tions). Environ 3% des données CallHome et 10% des données
SwitchBoard ont été rejetées durant 1’alignement forcé entre le
signal et la transcription manuelle. Au total nous utilisons 430
heures de données, comprenant une quantité a peu pres égale
de femmes et d’hommes. Ces données permettent de modéliser
32k contextes phonétiques avec environ 12k états liés. Deux
ensembles de modeles acoustiques dépendant du genre (gender-
dependent, GD) sont obtenus apres une adaptation MAP [5] des
modeles indépendant du genre (gender-independent, GI).

Tous les résultats mentionnés ci-apres ont été obtenus sur
les données de test de 1’évaluation Hub5 2001 du NIST
(Eval01), composé de 3 sous-ensembles de 20 conversations
chacun provenant des corpus SwitchBoard-I, SwitchBoard-1I et
SwitchBoard-II cellulaire pour un total d’environ 6h de signal.

Normalisation spectrale

La normalisation de la longueur de conduit vocal [2] est une
technique de normalisation du locuteur intervenant au niveau
des parametres acoustiques qui est largement répandue dans
les systemes de reconnaissance a grands vocabulaires. Cette
normalisation repose sur une modification linéaire de 1’échelle
des fréquences afin de compenser les différences de longueur
de conduit vocal entre les locuteurs. Le spectre de puissance
en échelle Mel est estimé a partir d’un banc de filtres mod-
ifié selon une fonction linéaire par morceaux (pour ne pas
sortir de la bande 0-3.8kHz). Le coefficient de normalisa-
tion est sélectionné parmi un ensemble de valeurs (0,8 a 1,25)
pour maximiser la vraisemblance des données de test, en util-
isant une transcription obtenue avec un décodage rapide. Bien
que cette procédure d’estimation (recherche du maximum de

2Signalons que ce test est plus difficile que celui de 2001 (EvalO1),
qui est utilisé dans la suite de ’article (les taux d’erreur sont environ
25% plus €levés sur Eval98).
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Figure 1: Procédure d’apprentissage des modeles acoustiques

vraisemblance) conduise a une normalisation qui permet de ré-
duire significativement le taux d’erreur, les itérations de cette
procédure ne convergent pas correctement pour les données
d’apprentissage, ceci pouvant étre attribué au fait que le Ja-
cobien de la transformation est ignoré. Une prise en compte
correcte du Jacobien suppose de construire un modele acous-
tique par valeur possible du coefficient VTLN, ce qui doublerait
les temps de calculs nécessaires a 1’estimation de ce coefficient.
Pour résoudre le probléme sans compensation explicite du Jaco-
bien, nous estimons le coefficient de la transformation au moyen
de modeles spéciciques a chaque genre, rendant ainsi la distri-
bution des coefficients uni-modale (pour chaque genre). Nous
utilisons également des modeles mono-gaussians au lieu de mo-
deles multi-gaussians. Apres ces deux modifications, la procé-
dure d’estimation devient tres stable.

Bien que les modeles servant a 1’estimation des coefficients
VTLN (pour les données d’apprentissage et de test) soient ap-
pris séparément sur les données des femmes et des hommes,
les modeles utilisés lors de la reconnaissance sont estimés sur
I’ensemble des données (cf. figure 1), puis ils sont adaptés avec
les données d’un seul genre. Les résultats expérimentaux sont
regroupés dans le tableau 1 pour des modeles sans normalisa-
tion VTLN, des modeles avec une estimation des coefficients
indépendante du genre (GI) et dépendante du genre (GD), et
avec et sans adaptation MLLR. On peut observer que sans adap-
tation des modeles acoustiques, la normalisation VTLN réduit
le taux d’erreur d’environ 2%. Ce gain est réduit a 1,5% apres
adaptation des modeles. Un gain supplémentaire de 0,4% est
obtenu par la procédure d’estimation dépendante du genre.

VTLN | MLLR | SWB1 SWB2 CELL | total
non non 28,0 36,1 422 35,6
GI non 26,7 33,5 40,4 33,7
non oui 26,1 32,0 38,1 322
GI oui 24,4 30,2 36,9 30,7

GD oui 24,2 30,1 36,2 | 30,3

Table 1: Taux d’erreur pour les 3 sous-ensembles du cor-
pus Eval01 avec des modeles GD, avec et sans normalisation
VTLN.

Apprentissages adaptatif et discriminant
L’apprentissage adaptatif SAT [1] vise a réduire I’impact
des variations inter-locuteurs lors de 1’estimation des mode-
les acoustiques. Pour ce faire une transformation linéaire
contrainte [7] est estimée pour chaque locuteur du corpus



d’apprentissage afin de rapprocher les données du locuteur du
modele multilocuteur. Un nouveau modele est alors construit en
utilisant les données d’apprentissage transformées. Ce modele
canonique est utilisé lors du décodage pour faciliter I’adaptation
non-supervisée. La réduction absolue du taux d’erreur par rap-
port a une adaptation MLLR sans modele SAT est de I’ordre de
0,5%. L utilisation d’une adaptation MLLR contrainte apporte
un gain additionnel de 0,5%.

L’importance de I’apprentissage discriminant a été claire-
ment montrée pour la parole conversationnelle [17]. Nous avons
développé une procédure d’apprentissage de type MMIE [17]
compatible avec ’apprentissage de Viterbi utilisé dans notre
systeéme. Cette procédure commence par la génération avec un
modele bigramme d’un treillis de mots pour chaque tour de pa-
role du corpus d’apprentissage. Ces treillis sont ensuite redé-
codés avec un modele unigramme de facon a réduire 1’influence
du modele de langage et a augmenter le nombre de confusions.
Hormis la génération initiale des treillis, 1’algorithme de réesti-
mation n’est pas plus lent que I’algorithme non discriminant. Il
permet de réduire de 1,9% absolu le taux d’erreur sans adapta-
tion et de 1,2% avec adaptation.

4. MODELISATION LINGUISTIQUE

La principale difficulté de la modélisation linguistique pour
la parole conversationnelle réside dans la faible quantité de don-
nées d’apprentissage disponible. Pour la tiche BN, il est re-
lativement aisé de trouver une grande variété de textes perti-
nents pouvant servir de données d’apprentissage. Pour la parole
conversationnelle, la seule source disponible est la transcrip-
tion des données audio d’apprentissage (environ 4,5M mots
correspondant a 430h). Nous proposons deux approches per-
mettant de compenser en partie ce probleme. La premiére ap-
proche consiste a inclure dans les données d’apprentissage des
textes d’autres sources sélectionnés pour leur nature conversa-
tionnelle. La seconde approche consiste a utiliser un réseau de
neurones pour lisser les probabilités n-grammes.

Le vocabulaire de reconnaissance contient 51k mots com-
prenant les mots apparaissant au moins 2 fois dans les don-
nées SWB (4,5M de mots), complémentés des mots les plus
fréquents dans un corpus de transcriptions BN (320M de mots).
L’utilisation des transcriptions BN permet d’obtenir une meil-
leure couverture de la langue anglaise. Une différence im-
portante avec le vocabulaire BN est I’intégration des interjec-
tions “uh-huh” et “mhm” (signifiant oui) et “uh-uh” (signifiant
non) qui n’étaient pas considérées comme des éléments lexi-
caux. Comme pour le systtme BN, les 300 séquences lexi-
cales les plus fréquentes et sujettes a des phénomenes de réduc-
tion, sont modélisées sous forme de mots composés. Par contre,
les acronymes, nombreux dans BN, sont rares dans SWB et ne
sont pas traités comme des mots. La couverture lexicale atteint
99.7% sur EvalO1.

Un modele n-grammes a été construit pour chaque source de
données au moyen du SRI LM toolkit [15]. Nous avons obtenu
les meilleurs résultats avec le lissage de Kneser-Ney modifié.
Ces modeles ont ensuite été interpolés en utilisant 1’algorithme
EM pour estimer les coefficients d’interpolation qui minimisent
la perplexité du modele résultant.

Afin d’augmenter la quantité de données conversationnelles
utilisée pour la construction du modele, nous avons sélectionné
dans le corpus de transcriptions BN les données les plus proches
des données conversationnelles (65M de mots) au moyen d’un
critere de perplexité [9]. Un corpus “conversationnel” de 180M
de mots sélectionné sur le WEB par I’Université de Washington
a également ét¢€ inclus dans les données d’apprentissage.

Dans un modele n-gramme, les mots sont habituellement

représentés dans un espace discret (indices dans le lexique) ren-
dant toute interpolation difficile. L’idée de base du ML neuronal
consiste a projeter les mots dans un espace continu et a estimer
ensuite les probabilités n-grammes dans cet espace. Ainsi les
distributions de probabilités sont des fonctions continues des
représentations des mots, permettant une meilleure généralisa-
tion a des n-grammes non-observés. Le réseau de neurones peut
estimer conjointement la projection des mots dans I’espace con-
tinu et les probabilités n-grammes en minimisant la perplexité
des données d’apprentissage [16]. Le ML neuronal n’a été es-
timé que sur la transcription des données audio (4,5 M de mots),
et il est interpolé avec le modele n-gramme classique lors du
décodage.

Le tableau 2 résume les gains en perplexité et en taux d’erreur
sur les mots pour les différents ML. Tous ces résultats corres-
pondent a une réévaluation des treillis de la derniére passe de
décodage (cf. section 6).

Modele SWB+BN | + BNselect & WEB | + RN
perplexité 58,5 56,9 54,5
taux d’erreur 21,7 21,5 21,1

Table 2: Comparaison des différents modeles de langage sur le
test EvalO1. (SWB+BN : corpus SWB et BN, BNselect : sélec-
tion de données conversationnelles dans le corpus BN, WEB :
corpus conversationnel extrait du WEB.)

5. PRONONCIATIONS

Les prononciations sont basées sur les mémes 48 phones uti-
lisés dans le systtme BN (dont 3 pour les pauses, les hésita-
tions et les respirations). Un graphe de prononciation est as-
socié a chaque mot afin d’autoriser des variantes telles que les
réductions. Les prononciations de base sont extraites du lex-
ique anglais-américain du LIMSI. Les formes les plus fréquem-
ment et fortement modifiées par la nature conversationnelle des
données ont été vérifiées et adaptées aux données SWB. Le dic-
tionnaire de prononciations a un total de 60586 transcriptions
phonétiques pour 51075 mots. Les probabilités des pronon-
ciations sont évaluées a partir des fréquences d’occurrences
relevées dans les alignements forcés des transcriptions sur les
données d’apprentissage. La prise en compte des probabili-
tés des prononciations n’a jamais donné de gain significatif sur
les performances du systeme BN, tandis que pour les données
SWB, le gain absolu sur le taux d’erreur est de 1,9% avant adap-
tation et de 0,4% apres adaptation MLLR.

6. DECODAGE

La procédure de décodage a été largement modifiée. Les
principales modifications portent sur I’estimation du coefficient
VTLN, la procédure d’adaptation au locuteur et le décodage
par consensus utilisant des probabilités de prononciation. Le
décodage est réalisé en 3 étapes. Dans la premiere passe, le
genre du locuteur est déterminé pour chaque coté de la con-
versation (au moyen de 2 GMM) et un décodage trigramme
rapide permet de générer une transcription initiale (cf. tableau 3,
ligne 1). Cette transcription sert d’une part a estimer les coef-
ficients VTLN pour chaque c6té des conversations et d’autre
part a adapter les modeles SAT qui sont utilisés dans la seconde
passe. Les passes 2 et 3 utilisent les données normalisées. Cha-
cune génere un treillis de mots avec un modele trigramme. Ce
treillis est ensuite réévalué avec un modele quadrigramme et est
transformé en réseau de consensus en intégrant les probabili-
tés de prononciation. Les probabilités a posteriori des arcs du
treillis sont estimées par I’algorithme avant-arriere. Les réseaux



Passe AM VTLN | MLLR ML CN | RTF | Err.
1 MMIE non 3g non 1,9 | 36,1

2 SAT, MMIE oui 2 3g non | 13,9 | 23,6
oui 2 4g non 0,0 | 22,9

oui 2 4g oui 0,0 | 22,1

3 SAT, MMIE oui 5 4g +RN | oui 3,1 | 21,1

Table 3: Taux d’erreur sur les données Eval01 pour chaque passe de décodage. (MLLR : le nombre de classe de régression est spécifié
pour chaque passe. CN : décodage par réseau de consensus avec probabilités de prononciation. RTF : facteur de temps réel.)

de consensus sont obtenus en fusionnant de facon itérative les
noeuds des treillis et en dupliquant les arcs jusqu’a ce qu’un
graphe linéaire soit obtenu pour chaque treillis. Cette procédure
permet d’obtenir des résultats comparables a ceux obtenus avec
I’algorithme de regroupement d’arcs proposé dans [12] mais
elle se révele significativement plus rapide. La transcription est
obtenue en prenant les mots les plus probables pour chaque en-
semble de confusions.

Les transcriptions des passes 1 et 2 sont utilisées lors de la
passe suivante pour les adaptations MLLR (contrainte et non
contrainte). Une seule classe de régression est utilisé pour
I’adaptation contrainte, alors que pour 1’adaptation non con-
trainte nous utilisons 2 classes de régression (parole/non pa-
role) en deuxieéme passe et 5 classes (non parole, consonnes
non voisées, consonnes voisées, et deux classes de voyelles)
pour la derniére passe. Afin d’accélérer le décodage, 1’espace
de recherche pour cette derniere passe est restreint au treillis de
la seconde passe apres transformation en graphe de mots.

Le taux d’erreur obtenu apres chaque passe est donné dans
le tableau 3, pour le jeu de test EvalOl. La réduction impor-
tante du taux d’erreur entre la premiere et la seconde passe est
due a la combinaison de la transformation VTLN, des adap-
tations acoustiques, du modele quadrigramme, des probabili-
tés de prononciation et du décodage par réseau de consensus
(la contribution de chaque composant est détaillée pour la se-
conde passe). Le gain de la troisieéme passe vient de 1’adaptation
acoustique avec 5 classes de régression et de 1’ utilisation du ML
aréseau de neurones.

Le temps de calcul pour chaque étape est indiqué dans la
colonne RTF du tableau 3. L’étape la plus longue est la généra-
tion des treillis de mots qui nécessite en moyenne un temps égal
a environ 14 fois la durée des données a décoder. La réévalu-
ation des treillis avec un modele quadrigramme et le décodage
par consensus représentent par contre un temps négligeable. Au
total le temps de décodage est égal a 18,9 fois la durée du signal.

7. CONCLUSIONS

Nous avons décrit le travail mené au LIMSI pour développer
un systeme de transcription de conversations téléphoniques a
partir d’un syst¢me de transcription d’émissions d’information.
Il apparait que le traitement de la parole conversationnelle re-
quiert des modifications importantes tant en ce qui concerne
les modeles acoustiques et linguistiques que le processus de
décodage. Le taux d’erreur initial du systtme BN sur les
données conversationnelles était de 1’ordre de 50%. La sim-
ple réestimation des parametres des modeles sur les données
SWB ne conduit pas a un taux d’erreur satisfaisant. Il a fallu
revoir ’ensemble des composants du systeme. Les éléments
suivants on été ajoutés : une normalisation spectrale (VTLN),
un apprentissage adaptatif SAT et un apprentissage discrimi-
nant des modeles acoustiques, une adaptation MLLR contrainte,
I’utilisation de classes phonémiques pour 1’adaptation MLLR,
un modele de langage neuronal, et une décodage par réseau de
consensus utilisant des probabilités de prononciation. Tous ces
raffinements ont permis d’obtenir un taux d’erreur de 21% avec

un temps de décodage inférieur a 20 fois la durée des données.
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